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RESUMEN

Introduccion: La inteligencia artificial (IA), especialmente el aprendizaje profundo aplicado a imagenes
dermatoscopias y clinicas, ha demostrado alto rendimiento en el diagndstico de melanoma. No
obstante, su traslacion clinica depende no solo de métricas de exactitud, sino también de la calidad
metodoldgica, los sesgos de datos, la validez externa y la interaccion humano—IA. El objetivo fue
sintetizar la evidencia sobre el rendimiento diagndstico de la IA, describir sesgos relevantes y evaluar
su generalizacién en escenarios clinicos reales

Métodos: Se realizd una revisién sistematica conforme a PRISMA 2020. Se incluyeron estudios de
exactitud diagndstica, validaciones prospectivas y revisiones sistematicas/meta-analisis. Dos revisores
independientes efectuaron la seleccién y extraccion de datos. El riesgo de sesgo se evalué mediante
QUADAS-2 u herramientas equivalentes

Resultados: Meta-analisis recientes reportan un AUC cercano a 0,96, con sensibilidad y especificidad
aproximadas de 0,89 y 0,92. La IA muestra rendimiento comparable o superior al de dermatélogos
expertos en entornos controlados. Estudios prospectivos confirman su utilidad clinica, aunque con
variabilidad segun prevalencia y condiciones de uso. Persisten sesgos por subrepresentacion de
fototipos altos, desequilibrio de clases y atajos algoritmicos. La generalizacién es heterogénea vy
depende de la validacion externa y diversidad de datos.

Conclusiones: La IA es una herramienta prometedora en el diagndstico de melanoma, pero su
implementacion segura requiere diversidad de datos, evaluacién prospectiva, métricas calibradas y
monitoreo continuo de sesgos

Palabras clave: melanoma, inteligencia artificial, dermatoscopia, exactitud diagndstica, sesgo

algoritmico
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Artificial Intelligence for Melanoma Diagnosis: Performance, Bias,
And Generalizability. A PRISMA-Based Systematic Review

ABSTRACT

Introduction: Artificial intelligence (Al), particularly deep learning applied to dermoscopic and clinical
images, has demonstrated high performance in melanoma diagnosis. However, its clinical translation
depends not only on accuracy metrics but also on methodological quality, data biases, external
validity, and human-Al interaction. The aim of this study was to synthesize the evidence on Al
diagnostic performance, describe relevant biases, and evaluate its generalizability in real-world clinical
settings

Methods: A systematic review was conducted in accordance with PRISMA 2020. Studies on diagnostic
accuracy, prospective validations, and systematic reviews/meta-analyses were included. Two
independent reviewers performed study selection and data extraction. Risk of bias was assessed using
QUADAS-2 or equivalent tools

Results: Recent meta-analyses report an area under the curve (AUC) close to 0.96, with sensitivity and
specificity of approximately 0.89 and 0.92, respectively. Al shows performance comparable to or
exceeding that of expert dermatologists in controlled settings. Prospective studies confirm its clinical
utility, although variability exists depending on prevalence and real-world conditions. Persistent biases
include underrepresentation of darker skin types, class imbalance, and algorithmic shortcuts.
Generalizability is heterogeneous and depends on external validation and data diversity

Conclusions: Al is a promising tool for melanoma diagnosis; however, its safe implementation requires

diverse datasets, prospective evaluation, calibrated metrics, and continuous monitoring of bias

Keywords: melanoma, artificial intelligence, dermoscopy, diagnostic accuracy, algorithmic bias
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INTRODUCCION

El melanoma cutdneo representa una de las neoplasias de piel con mayor potencial letal; su prondstico
depende en gran medida de la deteccidn temprana y la excisién oportuna. La dermatoscopia y la
experiencia clinica han demostrado mejorar la exactitud diagndstica; sin embargo, persisten
variaciones interobservador y limitaciones en contextos de atencidn primaria y en regiones con acceso
restringido a servicios dermatoldgicos. En este escenario, la inteligencia artificial (I1A), particularmente
las redes neuronales convolucionales y las arquitecturas multimodales, se ha propuesto como una
herramienta de apoyo diagndstico para el triaje, la toma de decisiones sobre biopsia y la priorizacion
de derivaciones (Esteva et al., 2017; Haenssle et al., 2018).

Desde los primeros modelos con rendimiento comparable al de dermatdlogos utilizando imagenes
clinicas, hasta los sistemas actuales entrenados con dermatoscopia y metadatos clinicos, la evidencia
ha mostrado métricas elevadas en entornos controlados (Esteva et al., 2017; Haenssle et al., 2018).
Asimismo, estudios comparativos con especialistas y evaluaciones de algoritmos integrados al flujo
clinico refuerzan el potencial de la IA para reducir omisiones diagndsticas, especialmente en lesiones
sutiles (Salinas et al., 2024; Erturk Zararsiz et al., 2025; Heinlein et al., 2024; Marchetti et al., 2023).
No obstante, el entusiasmo inicial ha dado paso a preocupaciones metodoldgicas relevantes, entre
ellas los sesgos de seleccidn, la falta de validacion externa, el entrenamiento sobre conjuntos de datos
poco diversos, el uso de métricas no ajustadas a la prevalencia real y el riesgo de “atajos” algoritmicos
gue pueden comprometer la equidad y la seguridad clinica (Alipour et al., 2024; Ruga, 2025; Bissoto
et al., 2019; Daneshjou et al., 2021).

A diferencia de otras tecnologias diagndsticas, la IA es altamente dependiente del dominio de los
datos; por ello, variaciones en la cdmara, la iluminacidn, la poblacién o el espectro de lesiones pueden
afectar significativamente su rendimiento. En este contexto, la presente revisidn tiene como objetivo
sintetizar la evidencia reciente sobre el desempefio diagnéstico de la IA en melanoma, asi como

analizar los sesgos identificados y los principales desafios para su generalizacidn en la practica clinica.
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METODOLOGIA

Se realizd una revisidn sistematica siguiendo las directrices de PRISMA 2020 (Page et al., 2021). Dos
revisores independientes llevaron a cabo el proceso en tres etapas: (1) busqueda y seleccién de
estudios mediante titulos y resimenes, (2) evaluacién de los textos completos y (3) extraccidn de
datos. Las discrepancias se resolvieron por consenso entre los revisores.

Tabla 1. Estrategia de busqueda y criterios de seleccion.

Elemento Descripcion
MEDLINE/PubMed, Embase, Cochrane Library, Scopus, Web of Science, IEEE

Bases de datos
Xplore, arXiv, ClinicalTrials.gov, WHO-ICTRP

Periodo de

2015-2025
busqueda

“melanoma”, “skin neoplasms”, “dermoscopy”, “artificial intelligence”, “deep
Términos

learning”, “convolutional neural network”, “diagnostic accuracy”, “external
MeSH/keywords

validation”, “bias”, “fairness”, “skin tone”, “multimodal”

Estudios primarios de exactitud diagnodstica de IA en melanoma; estudios
Criterios de

prospectivos o ensayos con aplicacidn clinica; revisiones sistematicas y meta-
inclusion

analisis relevantes; estudios que aborden sesgos y generalizacion
Criterios de Modelos no aplicados a melanoma, estudios en animales o no humanos, series
exclusién con <10 lesiones sin verificacion histoldgica, duplicados

Tipo de imagen, arquitectura del modelo, conjunto de entrenamiento, tipo de
Variables extraidas validacidn (interna, externa o prospectiva), sensibilidad, especificidad o AUC,

comparador humano, analisis de sesgo y desempefio por subgrupos

Nota: Cuando alguna variable no fue reportada en los estudios incluidos, se consigné como no reportado (NR).

RESULTADOS Y DISCUSION
Caracteristicas generales de la evidencia incluida

La literatura analizada se compone de:
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a) estudios retrospectivos de clasificacién en bases dermatoscédpicas,

b) comparaciones humano—maquina en series controladas,

c) meta-andlisis de exactitud diagndstica, y

d) validaciones prospectivas en entornos clinicos y de atencién primaria (Salinas et al., 2024; Ertlirk
Zararsiz et al., 2025; Heinlein et al., 2024; Marchetti et al., 2023; Papachristou et al., 2024; Krakowski
et al., 2024; Naseri et al., 2024; Yan et al., 2025).

La mayoria de los estudios emplea imagenes dermatoscdpicas provenientes de repositorios, con
heterogeneidad en la anotacion, la prevalencia y la calidad de los datos (Patel et al., 2023; Alipour et
al., 2024; Ruga, 2025; Bissoto et al., 2019; Daneshjou et al., 2021; Helenason et al., 2024; Kaur et al.,
2025).

Tabla 2. Tipos de estudios y escenarios evaluados.

Tipo de evidencia Escenario tipico Observaciones

Alta exactitud interna; riesgo de sobreajuste y
Retrospectivos de Bases dermatoscdpicas

espectro incompleto (Patel et al., 2023; Bissoto et
clasificacion publicas

al., 2019)

IA comparable a dermatdlogos expertos; mayor
Comparaciones Lectura ciega con

utilidad en no expertos (Salinas et al., 2024;
humano-IA expertos/no expertos

Haenssle et al., 2018; Tschandl et al., 2019)

Alta AUC y sensibilidad/especificidad;
Meta-analisis de  Sintesis de multiples
heterogeneidad metodoldgica (Salinas et al., 2024;

exactitud estudios

Ertlirk Zararsiz et al., 2025)

Confirman utilidad clinica; variabilidad segun
Prospectivos Dermatologia/atencion

dispositivos y prevalencia (Heinlein et al., 2024;
clinicos primaria multicéntrica

Papachristou et al., 2024; Marchetti et al., 2023)

Fuente: Autoria propia.
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Rendimiento diagnéstico global

Un meta-andlisis centrado en IA para melanoma reportd un area bajo la curva (AUC) aproximada de
0,96, con sensibilidad de 0,89 y especificidad de 0,92 en conjuntos de prueba, destacando un mejor
desempefio de modelos hibridos multimodales frente a redes puras (Ertlrk Zararsiz et al., 2025).

De forma complementaria, una sintesis comparativa entre IA y clinicos en cdncer de piel evidencié
que, en promedio, la IA supera a médicos generales y presenta un rendimiento similar al de
especialistas, aunque con variabilidad segun el tipo de tarea diagndstica y la clase de lesién (Salinas et
al., 2024).

Tabla 3. Métricas de rendimiento reportadas en meta-analisis recientes.

Fuente Modalidad principal Sensibilidad Especificidad AUC
Meta-analisis melanoma IA (Ertiirk Zararsiz

Dermatoscopia ~0.89 ~0.92 ~0.96
et al., 2025)
IA vs clinicos cancer de piel (Salinas et al.,

Dermatoscopia/mixta ~0.87 ~0.77 NR

2024)

Nota: Los valores aproximados se reportan conforme a los estudios originales; NR indica que la métrica no fue
uniformemente reportada.

Comparacién con dermatologos y efecto del apoyo clinico

En evaluaciones ciegas, la IA alcanza niveles comparables a dermatélogos experimentados y supera a
médicos no especialistas, especialmente en tareas binarias de clasificacion melanoma/no melanoma
(Esteva et al., 2017; Haenssle et al., 2018; Tschandl et al., 2019).

Asimismo, la integracion de sistemas de IA como herramienta de apoyo mejora la exactitud
diagndstica de los clinicos sin incrementar significativamente la tasa de falsos positivos en la mayoria
de los estudios, lo que sugiere una interaccién sinérgica entre humano e inteligencia artificial
(Krakowski et al., 2024; Tschandl et al., 2019).

Validacién prospectiva y utilidad en el mundo real

Los estudios prospectivos evidencian la transicién de la IA hacia la practica clinica. En un ensayo

multicéntrico, un sistema basado en dermatoscopia mejoré la deteccion de melanomas complejos y
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superé el rendimiento promedio de dermatdlogos en lectura asistida, manteniendo su eficacia pese a
la variabilidad en los dispositivos de captura (Heinlein et al., 2024).

En atencién primaria, herramientas basadas en IA demostraron alta capacidad de descarte y utilidad
en la priorizacién de referencias, aunque su desempefio dependié de factores como la prevalencia
real de melanomay la calidad en la adquisicion de imagenes (Papachristou et al., 2024).
Adicionalmente, la validacidn de algoritmos de cddigo abierto ha mostrado resultados prometedores,
aunque se resalta la necesidad de ensayos clinicos aleatorizados antes de su implementacion
generalizada (Marchetti et al., 2023).

Sesgos identificados

Los principales sesgos identificados se agrupan en tres dominios:

Sesgo de datos: subrepresentacion de fototipos cutaneos altos (V-VI), limitada variabilidad anatémica
y espectro incompleto de lesiones benignas;

Sesgo de disefio y validacion: ausencia de cohortes consecutivas, uso de prevalencias artificiales y falta
de validacidn externa;

Sesgo algoritmico: aprendizaje de correlatos espurios (como marcas o artefactos de imagen) que
inflan la exactitud interna sin trasladarse a la préctica clinica (Alipour et al., 2024; Ruga, 2025; Bissoto
et al., 2019; Daneshjou et al., 2021).

Tabla 4. Sesgos principales y estrategias de mitigacion.

Sesgo Manifestacién Impacto Mitigacion propuesta

Falta de Predominio de Disminucidén del desempefio en piel Repositorios balanceados

diversidad de fototipos claros en oscura (Alipour et al., 2024; Ruga, por fototipo y auditorias

piel el entrenamiento  2025; Daneshjou et al., 2021) de diversidad

Predominio de Inflaciéon de la exactitud por clase  Re-muestreo, funciones de
Desequilibrio

lesiones benignas  mayoritaria (Patel et al., 2023; pérdida ponderadas y
de clases

frente a melanoma Alipour et al., 2024) métricas por clase
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Sesgo Manifestacién Impacto Mitigacion propuesta
Evaluaciones con

Atajos Uso de artefactos o Sobreestimacién del AUC interno  imdgenes
algoritmicos  contexto no clinico (Bissoto et al., 2019) descontextualizadas y uso

de IA explicable

Conjuntos con Sensibilidad/especificidad poco

Prevalencia Validaciones prospectivas
prevalencia mayor trasladables (Ertiirk Zararsiz et al.,

artificial consecutivas
alareal 2025; Papachristou et al., 2024)

Falta de Generalizacion incierta (Heinlein et Estudios multicéntricos y
Solo validacién

validacién al., 2024; Marchetti et al., 2023; evaluacidon en multiples
interna

externa Yan et al., 2025) dominios

Fuente: Autoria propia.

Generalizacion: qué funciona y qué falla

Los modelos entrenados con datos multiinstitucionales y evaluados mediante validacidon externa o
estudios prospectivos muestran mayor estabilidad frente a cambios en dispositivos, poblaciones y
contextos clinicos (Heinlein et al., 2024; Papachristou et al., 2024; Marchetti et al., 2023; Yan et al.,
2025).

En particular, los modelos multimodales que integran imagenes y datos clinicos han demostrado una
menor degradacion del rendimiento ante cambios de dominio, lo que sugiere una mayor robustez
(Yan et al., 2025).

En contraste, los modelos entrenados en bases de datos homogéneas tienden a perder exactitud al
ser aplicados en entornos clinicos distintos, especialmente ante la presencia de lesiones atipicas,
localizaciones poco frecuentes o fototipos subrepresentados (Naseri et al., 2024; Patel et al., 2023;
Alipour et al., 2024; Kaur et al., 2025).

La evidencia actual sitla a la inteligencia artificial (IA) en un punto de alta madurez técnica y en plena

transicién hacia su aplicacion clinica.
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Los meta-analisis recientes no solo confirman una elevada exactitud diagndstica, sino que también
establecen un umbral de desempefio que resulta clinicamente relevante para el triaje y el apoyo a la
toma de decisiones en dermatoscopia (Salinas et al., 2024; Ertirk Zararsiz et al., 2025; Ye et al., 2024).
Este hallazgo es consistente con la evolucidn histdrica de los modelos fundacionales, que han pasado
de alcanzar un rendimiento comparable al de especialistas a incorporar enfoques hibridos y
multimodales mas avanzados (Esteva et al., 2017; Haenssle et al., 2018; Tschandl et al., 2019).

No obstante, estas cifras globales pueden ocultar una importante fragilidad frente al cambio de
dominio. El melanoma presenta una alta heterogeneidad en términos de morfologia, localizacién y
manifestacion segun el fototipo cutaneo; por lo tanto, si los conjuntos de entrenamiento no reflejan
esta diversidad, los algoritmos tienden a aprender representaciones parciales de la enfermedad.
Diversas revisiones sobre diversidad en datos dermatoldgicos y andlisis de equidad coinciden en que
los sistemas actuales muestran un menor desempefio en pieles mas oscuras, no debido a limitaciones
biolégicas, sino a la falta de representatividad en los datos de entrenamiento (Alipour et al., 2024;
Ruga, 2025; Daneshjou et al.,, 2021). Asimismo, investigaciones sobre sesgo en bases de datos
dermatoscdpicas han demostrado que los modelos pueden explotar correlatos no clinicos presentes
en las imagenes, lo que subraya la necesidad de implementar auditorias rigurosas, pruebas de estrés
y mecanismos de transparencia antes de su adopcién en la practica clinica (Bissoto et al., 2019).

Por otra parte, los estudios prospectivos destacan que la IA no opera en un entorno aislado. Su
rendimiento en condiciones reales depende de multiples factores, entre ellos la calidad en la captura
de imagenes, el contexto clinico, la prevalencia de la enfermedad y la forma en que los profesionales
interpretan las recomendaciones del sistema. En este sentido, la interaccion humano-IA ha
demostrado mejorar la exactitud diagndstica de profesionales no especialistas y reducir la variabilidad
interobservador; sin embargo, su implementacion efectiva requiere capacitacion adecuada vy el
desarrollo de marcos regulatorios que definan responsabilidades y aseguren la trazabilidad de las

decisiones clinicas (Heinlein et al., 2024; Papachristou et al., 2024; Krakowski et al., 2024).
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En sintesis, el debate ya no se centra en si la |A es capaz de detectar melanoma, sino en las condiciones

bajo las cuales su uso resulta seguro, equitativo y generalizable. La consolidacién de su aplicacion

clinica exige avanzar en la diversificacidn de los conjuntos de datos, la validacién externa y prospectiva,

la incorporacion de enfoques de inteligencia artificial explicable, la calibracién de los modelos segin

la prevalencia real y la implementacién de estrategias de vigilancia continua tras su despliegue.

CONCLUSIONES

La inteligencia artificial aplicada al diagndstico de melanoma presenta una alta exactitud, con valores

de AUC cercanos a 0,96 y niveles elevados de sensibilidad y especificidad reportados en metaandlisis

contemporaneos.

En entornos controlados, su rendimiento resulta comparable al de dermatdlogos expertos vy

contribuye a mejorar el desempefio de clinicos no especialistas cuando se emplea como herramienta

de apoyo diagnéstico.

Persisten sesgos relevantes asociados a la falta de diversidad en los fototipos cutdneos, el

desequilibrio de clases y la presencia de atajos algoritmicos; estos factores afectan negativamente el

desempeiio en piel oscura y en lesiones atipicas.

Una adecuada generalizacion del modelo se vincula con el uso de datos multicéntricos, la validacién

externa y el desarrollo de estudios prospectivos, siendo la multimodalidad un enfoque prometedor

para mejorar la robustez de los sistemas.

La implementacién clinica de la inteligencia artificial debe realizarse de forma progresiva,

incorporando auditorias de equidad, transparencia en los modelos y mecanismos de vigilancia

continua que garanticen su uso seguro y efectivo.
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